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あらまし 本研究はビデオショットの間の視覚的関連およびビデオとそのタグの共起関係を利用した新しいランキン

グ手法を提案する。提案手法は特定動作の関連Webビデオショットの自動抽出システムに適用する。提案手法ではノ

イズが多く含まれたタグ情報はビデオのコンテンツ情報によって洗練し、より効率的に使うことができる。また、ビ

デオショットの視覚特徴と同時にそのビデオの洗練されたタグ特徴も考慮することによって、視覚特徴のみを利用する

ことよりランク上位で多くの関連ありのビデオショットが得られる。大規模実験でベースラインとの比較を行い、提

案手法の有効性を検証できた。
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Abstract In this paper, we propose a novel ranking method which aims to detect automatically relevant Web

video shots of specific actions using visual links between the video shos as well as textual links between the videos

and their tags. Our method adopts content based features to reduce tag noise and exploits the refined tags to

improve VisualRank method which employs only visual features. We conduct large-scale experiments and show the

effectiveness of our proposed method over the baseline.
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1. 導 入

最近、動作認識分野では、“in-the-wild” YouTubeデータセッ

ト [1] や HMDB51 [2]、Hollywoodアクションデータセット [3]

などのような大規模で、制限なしのデータベースが広く利用

されるようになって来ている。その理由としては以前からの小

規模で、制限有りのデータベース (KTH [4]、Weizmann [5])に

おける認識精度はほぼ 100%となっているからである [1]。ほと

んどの新しいデータベースはインターネットから収集されたも

のである。YouTube APIなどのWeb APIを利用することに

よって、動画共有サイトから容易に動画を大量に取得すること

ができる。さらに、Web動画のほんとどは CGM (Consumer

Generated Media)なので制限が無く、以前より難しいデータ

ベースの構築には適切だと考えられる。

多くの動画共有サイトはキーワードに基づいたサーチエン

ジンを提供する。このサーチエンジンは “タグ”というビデオ

に付けられるキーワードを活用してユーザによって挙げられた

サーチキーともっとも関連があるようなビデオを返す。ただし、

タグはユーザによって主観的に与えられるものなので信頼性が

低いという問題があり、また、サーチキーにも多様性が含むと

いう場合もある。よって、検索結果には非関連の動画があるこ

とは少なくない。また、CGMビデオは元々動作認識研究のた

めに作られるものではないので特定動作についてのビデオでは

なく様々な動作が含まれていることが一般的である。したがっ

て、検索結果のビデオは特定動作と対応する部分がない場合も

あり、またはあってもそのビデオの一部だけである場合もある。

Web動画を用いて動作のビデオショットデータベースを生成す

るのに研究者たちは特定動作の関連部分を手動で検索しないと

いけないため時間及び手間が非常にかかるということである。

ここでビデオショットとは動作の一部であり、一つのシーンと

対応する連続フレームセットを示す。もし、Web上の動画のよ

うな簡単に取得可能な動画から特定動作の対応ビデオショット
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を自動的に得られるようになったらアクションデータベースの

構築は容易になると考えられる。

そこで、以前に我々は教師なしで，キーワードを与えることだ

けによってタグ付きのWeb動画からキーワードに対応した動画

ショットを検出する 2-ランキングステップフレームワークを提案

した [6]。キーワードとしては “brushing+teeth”や “jogging”

などの人間動作および “airplane+flying”や “typhoon”などの

非人間動作に関する単語を対象とする。ステップ 1ではタグ共

起に基づくビデオランキングを行い、キーワードとよく共起す

るタグが多く付けられるビデオを関連ビデオとして収集する。

ステップ 2ではそのビデオからのショットのすべてに対し視覚

特徴によるショットランキングを行い、ランク上位のショット

をキーワード動作の対応ショットとして得られる。この手法は

多くの動作種類に有効であるが、タグリストに極めてノイズが

多い場合、タグ情報によるビデオランキングステップは関連ビ

デオを選択できず、最後に対応ショットはあまり得られないと

いうことが実験より判明した。

そこで本研究では、以前に提案したシステムのように、タグ

と与えられたキーワードの関連性を評価するにはタグ共起頻度

のみを利用するのではなく、対応動画との相互関係も利用する

ことを考えた。例えば、もし、あるビデオショットは動作キー

ワードと関連することがわかったらそのビデオに付けられるタ

グもキーワードとの関連があると推定することができる。逆に、

もし、あるタグがキーワードと関連深いであるならそのビデオ

も重要であるという可能性が高いと考えられる。

本研究は、VisualTextualRank というランキング手法を

提案する。VisualTextualRank は VisualRank [7] と Liu らの

Biparite-Graph [8]を拡張し、Webビデオの視覚特徴とメタデー

タを同時に効率的に活用する手法である。実験結果からわかる

ように、VTR(VisualTextualRank)を適用したフレームワーク

は以前の VisualRankを適用したフレームワーク ( [6], [9])より

Webビデオから多くの関連ショットを検出することができた。

本論文の構成は次のようになる：セクション 2ではいくつの

関連研究を紹介し、提案手法はセクション 3で詳しく説明し、

セクション 4では実験とその結果を示し、結論および討論はセ

クション 5で述べる。

2. 関 連 研 究

最近、動作認識世界においては、動画を ST(Spatio-

Temporal) 特徴の BoF(Bag-of-Features) として表現し、

SVMs(SuperVectorMachines) を利用して動作を認識すると

いう教師ありの手法はよく使われている。この手法の有効性

は多くの研究によって検証されている。その研究の中は Jones

らの研究 [10] が最近の研究である。Jones らの研究はさらに、

ユーザのフィードバックを活用して認識結果を改良するのを提

案する。

本研究の目標は、完全自動システムを目指して教師なしの

学習法を利用する。教師信号なしの手法を使う研究としては

Nieblesらの研究 [11]がある。彼らは PLSA(Probabilistic La-

tent Semantic Analysis)モデルを用いてKTHデータセット [4]

と彼らの ice-skatingデータセットに対し動作分類を行った。彼

らの提案手法は教師なしであるがカテゴリー数を事前に与え

る必要がある。Nieblesらはさらに、制限なしの動画から動作

シーケンスを検出する教師なしの手法を提案した [12]。また、

CinbisらはWeb画像検索エンジンから収集される画像を利用

して動作モデルを自動学習するメソッドを提案し、[12]のビデ

オデータセットに対し動作認識を行った [13]。この研究は本研

究と最も関連があるが、彼らは学習ソースとしてWeb 画像、

特徴として静的特徴のみ使う。それに対して、本研究はWeb

動画と時空間特徴も利用する。Nieblesらの研究と Cinbis らの

研究は人間動作認識のみに目指すが、我々の提案手法はどの様

な動作にも適用可能である。人間動作以外に “airplane-flying”

や “tornado”などの非人間動作にも適用できる。もう 1つ関連

研究として Ballanらの研究がある [14]．彼らは Flickrからの

Web画像を学習サンプルとしてビデオショットにタグを付ける

メソッドを提案した。

本論文ではタグに基づく関連スコアを計算するためタグ分

析を行う。タグが付けられることはWebデータの共有の特徴

である。一般にはWeb上の画像とビデオに複数のタグが付け

られる。Yangらはタグの出現統計による画像に付与された各

タグのタグ共起スコアの計算法を提案した [15]。この計算法は

“Web2.0 Dictionary” と呼ばれる。我々はこの計算法を適用し

てタグ共起スコアの高いWeb動画を選択する。この手法はタ

グ分析だけを必要とし、視覚特徴の分析の必要がない。視覚特

徴を利用しない他の関連研究としてDongらの研究がある [16]。

彼らは関連スコア確率推定と random-walkに基づく改善化の

結合によってタグの関連性を評価する。Liuら [8]はWeb ビデ

オとそのタグの相互関係を利用しWebビデオトピック検出手

法を提案する。本研究は、彼らの研究を元に着想に至ったもの

で、Web ビデオとタグの相互関係を利用する点は共通してい

る。ただし、彼らはビデオのタグ情報のみを活用する。一方で、

我々はタグだけではなく、ビデオの視覚特徴も利用する。

3. 提 案 手 法

本研究では、タグが付けられたWeb動画から自動的に特定

動作の対応ビデオショットを抽出するシステム ( [6], [9])の改良

として、VisualTextualRankを提案する。システムの全体はセ

クション 3.1で述べられる。VisualTextualRankはセクション

3.2にて詳細に説明される。

3. 1 ビデオショット抽出システムのあらまし

図 1は提案するビデオショット自動抽出システムの大まかな

流れを示す。提案システムは次の 4ステップからなる：

（ 1） 動画選択および動画とタグの関連スコアの計算

（ 2） ショット分割およびショット類似度の計算

（ 3） 画像選択およびショットと画像の類似度の計算 (オプ

ション)

（ 4） ショットランキング：VisualTextualRank

最初に、第一ステップでは、動画をWebから実際にダウン

ロードする前に、与えられたキーワードに対する各動画のタグ

共起スコアを計算する。ここでは，Web動画共有サイトによっ
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図 1 Web動画から自動的に特定動作の関連ショットを抽出するシステムのあらまし。我々によっ

て初めに提案されたシステム [6] に新しいショットランキング手法、VisualTextualRank、

を導入する。VisualTextualRank はビデオとタグのテキスト類似度と共に、ビデオショッ

トの間のコンテンツ類似度を利用する。

て提供されるWebAPI を利用して、指定キーワードをタグに

含むビデオのビデオ IDとタグリストを取得する。タグ共起ス

コアに基づくビデオランキングを行って、ランク上位のビデオ

のみをダウンロードする。

次に、第 2ステップでは、ダウンロードしたビデオに対しカ

ラー情報によってショット分割を行い、各ショットから視覚特

徴を抽出する。このステップでは視覚特徴として Noguchi らの

提案した時空間特徴 [17]を利用する。ショットを時空間特徴の

BoFとして表現し、ショットの類似度行列を計算する。本論文

で適用されるタグ共起スコア計算法、ショット分割法、視覚特

徴抽出法および類似度行列計算法は我々の以前の論文 [6]で詳

細に説明される。

3番目のステップはオプションである。ここで、Web画像お

よび人間ポーズという視覚情報が導入される。そのアイデアと

しては動作は環境と実現者によって見た目で異なる場合もある

が、動作を行なう基本的なポーズがあり、動作とポーズは対応

関係がある。動作を映す画像にある人間のポーズの含むビデオ

ショットは関連ショットである可能性が高いということである。

このステップの導入に関しては我々の以前の研究 [9] を参考に

してほしい。

最後に、本研究で提案する VisualTextualRankを適用して、

ビデオショットランキングを行い、上位で関連ショットを得る。

3. 2 VisualTextualRank

VisualTextualRank の基本アイデアとしては重要な動画に

付けられるタグは重要であり、重要なタグのビデオのショット

も重要で、かつ視覚的に類似するというものである。このアイ

デアに基づいて、VTRでは、各ランキングステップにおいて、

ショットのランクスコアはショットの相互視覚類似度および対

応タグとの関連性によってアップデートされる。またタグは、

ビデオショットとの関連性によって洗練される。図 2 は VTR

のアイデアを示す。

VTR は Liu らの研究 [8] のアイデアを継承して Visual-

Rank [7] を拡張する。[8] では、ビデオとタグもその相互関

係に基づいて特定トピックとの関連性の順で共ランキングされ

る。ただし、[8]ではビデオの全体が評価され、ビデオの視覚特

徴がまったく考慮されていない。一方で、本研究はビデオの各

シーン (ビデオショット)を評価し、コンテンツに基づく特徴も

利用する。また、VisualRank [7]は画像の視覚連結のみを使用

し、テキスト情報 (メタデータ) は活用しない。提案 VTR は

Webビデオの視覚特徴とテキスト特徴の両方を利用する。ビデ

オショットの間の視覚関連およびビデオとタグの相互関係の分

析結果をタグランキングに適用することによって、単に出現頻

度が多いタグは上位にランクすることはない。よって、ノイズ

タグの影響は小さくなり、ショットランキングにより多くのよ

いタグが利用される。

提案ランキング手法VTRは次で示す式に従ってビデオショッ

トとタグを反復的に共ランキングする：

RSk = α× SM∗ × SC∗ ×RT k + (1− α) p (1)

RT k+1 = (SC′)∗ ×RSk (2)

RS と RT はそれぞれショットとタグのランクスコアを表す

ベクトルである。ショット数は ns とタグ数は nt とすれば、RS

は ns × 1次元のベクトル、RT は nt × 1次元のベクトルにな

る。SM はショット類似度行列であり、SM [i][j]はショット iと

ショット j の視覚類似スコアを表す。SM∗ は SM の列正規化

されたものを示し、ns×ns行列である。SC はショット-タグ類

似度行列であり、SC[i][k]はショット iのビデオとタグ k のテ

キスト関連スコアを表す。SC∗ は SC の列正規化されたものを

示し、ns × nt 行列である。SC′ は SC の転置行列であり、タ

グ-ショット類似度行列を示す。VTRでは、ショットの ST特徴

のヒストグラムインターセクションを視覚類似度として利用さ

れる。ビデオとタグのテキスト関連スコアはビデオとアクショ

ンキーワードの関連スコアと同じように計算される。ここで注

意して欲しいのは、テキスト特徴 (タグ共起) は視覚特徴より

信頼性が低いと思われているのでビデオショットが先にランキ

ングされてから、タグはアップデートされたビデオショットに

よって洗練されるということにした。
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図 2 VisualTextualRank のアイデアの説明図。ここで示すアクションは “catch+fish” であ

る。青リンクはビデオショットとタグのテキスト的関連、紫リンクはビデオショットの間の

視覚的関連を示す。弱リンクは表示されない。最初は (図の左のほう) 赤 BB が付いてい

るショットのみは重要ショットだとわかったが、そのショットは強く関連するタグに自分の

投票を投げる。そして次のランキングステップでは、そのタグはまた強く関連するショッ

トに自分の投票を投げる。最後は (図の右のほう)で示すような評価結果が得られる。この

ように VTR はショットとタグの両方のランクスコアを反復的にアップデートする。

RT は初期で均一ベクトルとして定義される。各ランキング

ステップにおいて、式 1でビデオショットのランクスコアは視

覚関連およびタグとの関連性によってアップデートされてから、

式 2でビデオショットはタグに自分のスコアを分配する。重要

ショットは強く関連するタグに大きなスコアを分配するのでそ

のタグも重要になる。そして次のランキングステップでは、そ

のタグはまた自分の関連深いのショットのランクスコアを高く

する。このように徐々に重要なショットとタグのスコアは上位

に行くことになる。

VisualRankのように、我々も補正値 αと補正ベクトル pを

ショットランキングに導入する。αはランキング結果にあまり

影響を与えない ( [15]) ので [6]に従って αは 0.85とする。pの

設定は以下の 2つの方法を試す。

p
(1)
i = [1/n] (3)

p
(2)
i =

exp(SI(Si))∑n
j=1 exp(SI(Sj))

(4)

式 3で示す均一補正ベクトルはオプションステップ (第 3ス

テップ)を適用しないときに使う。一方で、式 4で示すバイア

ス補正ベクトルはWeb画像を導入するときに使う。この場合

は画像に映す人間ポーズの含むビデオショットはバイアスされ

る。画像を導入した補正ベクトル計算に関しては我々の査読中

の論文（注1）で詳しく説明される。

4. 実験とその結果

まず、VisualTextualRankおよびWeb画像導入の有効性を

検証するために前に提案したフレームワーク [6]によって関連

ショットがうまく検出できていない 20 人間動作カテゴリを対

象に次の二つの実験を行った。

（注1）：Do Hang Nga and Keiji Yanai. Automatic Extraction of Rele-

vant Video Shots of Specific Actions Exploiting Web Data. Computer

Vision and Image Understanding.

（ 1） Exp.1: [6]のフレームワークに VisualTextualRankの

みを適用

（ 2） Exp.2: [6]のフレームワークにWeb画像＋VisualTex-

tualRankを導入

Exp.1は視覚特徴として時空間特徴のみを利用し、補正ベク

トルは式 3 で示すものを使用する。Exp.2 はポーズ特徴も考

慮し、式 4 の補正ベクトルを利用する。実験したカテゴリは

精度が 30%以下の 45動作種類からランダムに選択された。そ

の中は、[6]によって 7カテゴリは 20%～30%、10 カテゴリは

10%～20%、残りは 10%以下の精度が得られた。ここで [6]と

同じように、精度とは上位ランク 100ショットの関連ショット

の割合を示すものである。実験 Exp.1 と Exp.2 の結果は表 1

で表す。

表 1からわかるように、VTRはほとんどの実験したカテゴ

リの精度を改善できた。特に、“blow+candle”, “jump+rope”,

“catch+fish”, “play+guitar”, “wash+dishes”, “drive+car”,

“slap+face”, “squat”, “serve+tennis”, “tie+necktie” は精度

が 15%以上改良できた。図 3でVTRのいくつの成功例を表す。

また表 1 で示すように、人間ポーズ特徴導入の有効性は、

カテゴリによって違うことがわかる。この特徴を利用するこ

とによって、“serve+tennis” や “row+dumbbell” などのカテ

ゴリの結果は改良されたが、“blow+candle”、“eat+sushi”や

“drive+car”などのカテゴリの精度は下がった。その理由とし

ては、“serve+tennis” や “row+dumbbell” のように、ポーズ

特徴は人の全体が写され、オクルージョンが少ない場合に有効

であるが、“blow+candle” や “eat+sushi” の場合、上半身の

みが写され、テーブルなどでよく抽出できない、ということで

ある (図 4を参考)。

また、面白い結果として、VTR は VisualRank と比べてラ

ンキング結果の多様性が改良されるということである。Visual-

Rankは視覚特徴のみを使用するため、ランク上位では見た目

で類似する画像のみが出てくる。[6]のように、ショットランキ
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表 1 Results of 20 human action categories compared between

baseline and our proposed method. All of these categories

have precision lower than 30% by using baseline method.

VTR means VTR computed with a uniform bias vector(3)

while Pose-VTR refers to VTR which uses pose features and

damping vector(4).

Action [6] Exp.1 Exp.2

blow+candle 29 44 35

climb+tree 24 24 24

eat+sushi 12 23 15

jump+rope 26 49 47

catch+fish 28 59 54

read+book 19 21 20

boil+egg 9 11 14

grill+fish 5 13 19

play+guitar 28 41 43

wash+clothes 15 29 31

wash+dishes 15 39 39

drive+car 28 40 34

slap+face 20 45 44

squat 19 35 36

serve+tennis 11 27 30

cook+rice 6 11 15

comb+hair 14 26 27

roll+makizushi 24 36 32

row+dumbbell 16 30 33

tie+necktie 11 28 27

Average 17.9 31.5 30.9

ングに VisualRankを適用することによって、上位で視覚類似

のショットのみが見られる場合がある。一方で、VTRは視覚情

報だけではなく、ビデオとタグのテキスト情報も利用するので

関連ショットと強いテキストリンクを持つショットも上位に行

く可能性がある (図 5)。

提案 VTRの有効性をもっと検証するために、以前に提案し

たフレームワーク [6]で 30%より高い精度が得られたカテゴリ

にも実験を行った。上の結果から画像適用なしのフレームワー

クのほうは平均精度が高いことがわかったのでこの実験では

VTRのみを適用したフレームワーク (Exp.1)を利用する。こ

の実験での 10カテゴリは精度が 30%より高いカテゴリからラ

ンダムに選択されたものである。その結果は表 2で表す。結果

例は図 6で示す。

表 2 で示す結果からわかるように、“harvest+rice” の

以外はすべての実験したカテゴリの結果はかなり改良

できた。特に、“play+trumpet”、“ski”、“dance+hiphop”、

“swim+crawl”の 4種類の精度はよく改善された。平均精度は

約 8%改善できた。したがって、ほとんどのカテゴリに対し、

VTRを適用することによって、より多くの関連ショットが得ら

れたことがわかる。

5. 結 論

本論文では、VisualRankを拡張した新しいランキングメソッ

ド、VisualTextualRank、を提案した。VisualTextualRankは

ビデオショットの視覚リンクおよびビデオとタグのテキストリ

図 3 VTR を適用することによって検出できた 10 関連ショット。[6]

のフレームワークは上のショットを検出できなかった。ここで示

すカテゴリは [6] によって 30%以下の精度を得たものである。

図 4 ポーズ特徴の有効性。上のカテゴリ: “serve+tennis”、

“row+dumbbell” (全身可視) と “grill+fish” (上半身がよく

見える) はポーズ特徴が有効な場合である。下のカテゴリ：

‘blow+candle”、“eat+sushi”、“drive+car” (上半身のみ可視、

オクルージョンあり)はポーズ特徴を適用することによって精度

が下がる場合である。この場合、VTRのみ (Exp.1)の方はよい

精度が得られる。

ンクを利用してビデオショットとタグを同時にランキングする

手法である。特定動作の関連ショットを自動抽出するフレーム

ワークに VisualTextualRank を適用して VisualTextualRank

の有効性を検証できた。
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図 5 ベースライン手法 [6] と提案手法による結果の多様性の比較例。

この図は “play+guitar”の上位 10ショットを示す。ベースライ

ン手法によって上位で videoID が “6P–1elQwRE” のビデオの

ショットのみが得られた。一方で、VTR は視覚情報だけではな

くテキスト情報も利用するので異なるビデオからのショットを検

出できる。

表 2 VTR の有効性の検証のための追加実験。実験したカテゴリは

VTR適用なしのフレームワーク [6]によって 30%より高い精度

が得られたものである。

Action [6] VTR

harvest+rice 49 46

play+trumpet 41 59

ski 49 60

dance+hiphop 43 68

play+drum 40 45

shave+mustache 31 30

dance+flamenco 45 53

clean+floor 31 38

pick+lock 30 28

swim+crawl 36 49

Average 39.5 47.6
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