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第 20回 画像の認識・理解シンポジウム

Neural Style Transfer と Cycle GAN を利用した
フォント変換

成沢 淳史1,a) 柳井 啓司,b)

1. はじめに

文字にまつわる分野においてディープラーニングのおか

げで様々な研究タスクを考えられるようになっている. 情

景文字認識タスクではリアルタイムで多言語への変換を行

うほか, 古文書の解析のように複雑な文字の読み取りを行

うことができるようになった. このように従来では難しい

とされた文字認識タスクが比較的容易に実現できる状況に

現在ある. こうした流れから, 文字認識の新しい価値の創出

に注目が集まりつつある. 特にコンピュータビジョンにお

いて画像生成タスクが盛り上がりを見せており, 当然, フォ

ントの形状変換や新しいフォントの生成を目的とする実験

が散見される.

2. 目的

本研究でもフォント生成に注目している. 日本語フォン

トは英字フォントに比べて様々な文字種を含んでおり,フォ

ントの製作にはコストがかかる. したがって画像生成技術

を利用して英字フォントのデザインから日本語フォントを

生成することでコストの削減に繋げることが期待される.

しかし, 英字フォントからのフォント生成は難しいとさ

れる. その理由は英字の場合には大文字, 小文字合わせて

高々 50 あまりのサンプル画像しか用意できないからであ

る. 本研究の目的とするところはこの, 少量のサンプルか

らそのフォントの特徴たる部分を効果的に学習し, 日本語

のような多様な文字を持つ言語に対するフォント生成を行

うことにある.

3. 関連研究

3.1 Neural Style Transfer

近年の画像生成タスクへのアプローチの先駆けとなった

研究に Neural Style Transfer [2] が挙げられる. この研究

を執り行った Gatys らは当初テクスチャ合成 [1]を行なっ

ていた. 注目すべき点はスタイル画像 xは CNN の順伝搬
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により画像中から特徴を複数求め, それら特徴間の尤度を

グラム行列 GL で表現した点である. 出力テクスチャはノ

イズ画像 x̂から徐々に生成される. ノイズ画像はまず パラ

メータがシェアされた CNN から複数の特徴を得たのちグ

ラム行列 ĜL を求める. このグラム行列がスタイル側との

グラム行列に近くなるよう, 逆伝搬によりノイズ画像を更

新するプロセスを繰り返すことでテクスチャ合成を実現し

ている.

グラム行列により最適化を行う理由がある. 特徴マップ

間での相関が考慮され, 似た特徴部分を共起させることで

生成されたテクスチャがスタイル画像それ自体が出力され

ることを防ぐことができる. また, CNN には VGG アー

キテクチャー [10]を用いる場合が多く, 選択的なレイヤー

(L)においてスタイルグラム (GL)を求め以下の定式化 1

により EL の最小化を行う. この スタイルロス L(x⃗, ⃗̂x) の

最適化に伴い, 逐次更新式 3により x⃗ を更新する.

EL =
∑

(ĜL −GL)2 (1)

また, スタイルグラムの取得を複数のレイヤーで行う場

合には, レイヤー間での重み (wl) を定義し式 2の最小化を

解くこととなる.

L(x⃗, ⃗̂x) =

L∑
l=0

wlEl (2)

ˆ⃗x = ˆ⃗x− α
σ L

σ⃗̂x
(3)

そして, この研究を発展させた Neural Style Transfer [2]

ではある画像を別画像の画風に変換するタスクで従来の手

法よりも複雑な変換ができるようになった. これを達成す

るためスタイルロス Lstyle に加え, さらにコンテンツロス

Lcontent が導入された. このコンテンツロス Lcontent は式

4に示すようにあるレイヤー (l)でのコンテンツ画像 (p̄) の

特徴マップ (P l)とノイズ画像 (x⃗)の特徴マップ (F l) の L2

ロスの総和で求められる. そして, 最適化のための最終的
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な評価値 (Ltotal)は, ハイパーパラメータ αと β を用いて

式 5のように求められる.

Lcontent =
∑

(F l − P l)2 (4)

Ltotal = α Lcontent + β  Lstyle (5)

3.2 Generative Adversarial Networks

画像生成の代表格として Deep Convolutional Generative

Adversarial Netoworks (DCGAN) [9] が挙げられる. これ

は Generative Adversal Netoworks (GAN) [3] の Genera-

tor 部分に CNN を用いることで画像生成に対する精度を

上げた研究である. Adversal Net は Discriminator(D) 部

分と Generator(G) 部分から成り, 生成画像はランダムベ

クトル z から Gを通して生成される. 式 6のように, D は

学習データである確率を出力し, logD(x) の最大化を目的

として学習を行う. 一方, G は log(1 −D(G(z))) を最小化

するよう学習を行い, D は徐々に識別限界に近づくように

なる. この状態において, 生成データ G(z) は学習データ x

に極めて近しい分布のもと生成されることになる.

min
G

max
D

V (G,D) = Ex∼pdata(x)[logD(x)]

+Ez∼pz(z)[log(1 −D(G(z)))]
(6)

また, GAN における Generator 部分を Auto-Encoder

に置き換えることで入力を画像とする構造 [7]が画像生成

では普通となっている. GAN に対する拡張として GAN

を多層に積むもの [12][5]や, 新しいロス関数を定義するこ

とで精度の向上を報告する研究 [8]が数多く上がっている.

3.3 Cycle GAN

その一例である Cycle GAN [13] は異なるドメインに

ある画像間のマッピング [11]において有効なアーキテク

チャーである. 従来研究 [6]では, 学習時にドメイン間で近

しい画像ペアを用意する必要があったが, Cycle GAN [13]

ではソースドメイン (X)のとターゲットドメイン (Y )内

でペアを用意する必要がない. このクロスドメイン学習は,

図 2のように ソースドメイン (X) の入力 xは関数 G に

よりターゲットドメイン (Y )の ŷ = F (G(x))に写像され

る. さらに ŷ は関数 F によりソースドメイン Gに写像さ

れ x̂ = G(F (y))となる. ソースドメインからの変換に加

え, ターゲットドメインからの変換から定義される Cycle

Consistency Loss (Lcyc)は式 7のようになる.

Lcyc(G,F ) = Ex∼pdata(x)[F (F (x)) − x]l

+Ey∼pdata(y)[G(F (y) − y)]l
(7)

図 1 スタイル変換結果 (左からコンテンツ画像、スタイル画像、合

成画像)

この Lcyc と Adversal Loss とが組み合わされ, 式 8のロ

スから Cycle GAN は学習される.

L(G,F,Dx, Dy) = LGAN (G,DY , X, Y )

+LGAN (G,DX , X, Y ) + λLcyc(G,F )
(8)

4. 手法

Neural Style Transfer ではコンテンツ側とスタイル側そ

れぞれの重みを調整しながら、画像生成が安定するフォン

トの組み合わせを探求する。

英字のように文字種が少ない場合にはサンプル画像の生

成が難しいため, サンプル画像を補填する方法を考える. 本

研究では英字を特定の直線, 曲線パターンに従い分解を行

いルールベースでパターン画像の生成を行うことで対処す

る. 用意されたデータセットは Cycle GAN [13] を用いて

訓練され, 英字フォントから日本語の文字画像に対してデ

ザインを転写する.

また, スタイル変換により英字から日本語の文字画像を

生成し Cycle GAN における学習時での学習サンプルの不

足を解消することを試みる.

5. 実験

5.1 Neural Style Transfer によるフォント変換の例

まずは Neural Style Transfer によりあるフォントにス

タイルを転送した場合にどのような出力が得られるか３つ

のフォントでテストを行った. 結果を図 1に示す. スタイ

ル側のフォントの特徴を得るため画像中に複数の文字を置

き入力画像をグラムマトリクスから逆伝搬により更新して

いく. 出力結果をみるとコンテンツ側の大局的な特徴がス

タイル側のフォント特徴と置き換わっている様子が観察で

きる. 今回のケースでは生成画像自体はアーティファクト

の影響が少なく綺麗な画像を生成することができた.

5.2 Cycle GAN によるフォント変換の例

次に Cycle Gan [13] に従い、二種類の日本語フォント間
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での変換を学習する。片方のフォントは Simsum フォント

(A) に固定する。他方のフォント (B) は五種類用意しそれ

ぞれの組み合わせで A から B, B から A のネットワーク

の学習を行い、A, B, A の変換の際の B を合成画像として

いる. 入力画像は一文字毎とし A, B それぞれのフォント

から文字画像をランダムに生成しネットワークを学習する.

学習時の最適化手法は [4] に従い, Adam とし, 式 9 中の

Gradient Penalty λの値を 10 として実験を行なっている.

学習時のハイパーパラメータの設定は表 2のように一般的

な値を使っている.

L = Ex̂∼Pg
[D(x̃)] − Ex̂∼Pr

[D(x)]

+λEx̂∼px̂
(∥∇x̂D(x̂)∥2−1)2

(9)

実験に用いたフォントの一例を図 3に示す. 各フォント

ごとに学習用に 741 枚, テストに 186 枚用意し学習を行

なった. 学習時のステップ数は表 1のようにフォントごと

に適当な回数で学習を打ち切った. ベースになるドメイン

はシステムフォント中に含まれる Simsum フォントとし図

中にみられる 5 種類のフォントへの変換実験を行った. 変

換実験の一例を図 4 に示す.

まず, Gothic 体への変換は簡単なタスクと言うことがで

きる. 一方で Aoyagi フォントへの変換において「苛」の

字をオリジナルのものと比較してみると分かるようにこの

フォントの特徴的な部分は筆を滑らせたようなストローク

の厚みとして表現されていることが分かる. 次に Gathee

フォントへの変換はその雰囲気を再現する結果を得られて

いる. Misaki フォントに関してはドット風であり, オリジ

ナルの文字でさえ識別が難しいため評価が難しい. Mofuji

フォントについても同様の評価であるが, 文字の一部分が

太く強調される特徴が生成された画像からも確認すること

ができる.

図 2 Cycle GAN 概要

6. 終わりに

クロスドメイン学習はフォント変換タスクに最適と考え

られる. しかしながら, 少ないサンプルで安定した出力を得

るための方法を今後考えていく必要があり, まずフォント

変換が最適なターゲットとして研究がなされていくだろう.

表 1 実験におけるフォントごとの学習ステップの違い
フォント名 学習ステップ数

Gothic 1500

Aoyagi 12000

Gathee 3500

Misaki 7000

Mofuji 7000

表 2 ハイパーパラメーターの設定
Optimizer Adam

学習率 0.0001

beta 1 0.5

beta 2 0.9

lambda 10

lambda cycle 10
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図 3 SimSum フォントからの変換先フォント一覧 (2 段目以下の

フォント)

図 4 変換結果 (SimSum, ターゲットフォント)
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